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基于稀疏贝叶斯的Dirichlet问题求解方法
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摘要:偏微分方程与许多实际问题有着密切的联系,由于其通常不易获得解析解,其数值解法是众

多学者研究的热门课题。稀疏贝叶斯学习是近年来机器学习的研究热点。相关向量机(Relevance
 

Vector
 

Machine,RVM)是一种基于稀疏贝叶斯学习的学习机,在解决逼近问题上表现出良好的性

能。本文基于再生核理论和相关向量机,提出了一种求解离散及非离散Dirichlet问题的新方法。
基于再生核理论构造满足方程条件的再生核空间,把方程求解问题转化为相应的目标优化问题,
然后在相关向量机框架中进行求解,得到以再生核线性组合稀疏表示的近 似 解。相 比 于 传 统 方

法,本文方法不需要画网格;相较于一般的机器学习方法,本文方法基于对超参数的处理具有出色

的避免过拟合的能力,能够计算出结果的后验概率分布以提供不确定性量化,不需要交叉验证过

程设置额外的正则化参数,减少了模型的复杂度,提高了模型的泛化能力、可解释性和效率。稀疏

性分析说明了所提方法的稀疏性质和扩展到高维问题的可能性。与常用的有限差分法、神经网络

方法以及支持向量机方法的对比实验结果表明,所提方法具有较好的稀疏性、鲁棒性以及有效性。
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偏微分方 程 在 生 活 中 有 着 极 为 广 泛 的 实 际 应

用,是许多 热 门 的 基 础 研 究 课 题 之 一。然 而,在 科

学研究、生产和应用等社会活动中所遇见的微分方

程大多十 分 复 杂,不 易 求 得 其 解 析 解。因 此,用 数

值方法 研 究 偏 微 分 方 程 的 近 似 解 仍 具 有 重 要 的

意义。
传统的求 解 微 分 方 程 的 方 法 如 有 限 元(Finite

 

Element
 

Method,FEM),有 限 差 分 法 (Finite
 

Difference
 

Method,FDM)等 通 过 节 点 网 格 加 密 并

迭代求得 数 值 解[1,2]。然 而,当 涉 及 实 际 的 偏 微 分

方程和高维度问题时,维度的增加会导致网格节点

数呈指数级增加,即所谓的维数灾难。网格数量以

指数方式增 加,这 导 致 计 算 资 源 需 求 急 剧 增 加,意

味着更多的内存和计算时间以及数值不稳定。
与经典的有限元和有限差分法相比,人工神经

网络(Artificial
 

Neural
 

Networks,ANN)方 法 依 赖

于其前 馈 神 经 网 络 的 函 数 逼 近 能 力,不 需 要 画 网

格,可得 到 相 对 较 精 确 且 具 有 解 析 表 达 式 的 近 似

解,但需选取恰当的权重参数和损失函数[3-5]。这种

形式采用前馈神经网络作为基本逼近元素,调整其

参数(权 重 和 偏 差)以 最 小 化 适 当 的 损 失 函 数。依

据选取不同 的 损 失 函 数,ANN方 法 会 有 数 据 驱 动

和物理信息驱动的区别。数据驱动下,神经网络受

到较强的 约 束,更 容 易 收 敛,但 其 应 用 场 景 有 限。
然而,在物理 信 息 驱 动 下,如 果 少 了 标 签 数 据 的 约

束,深度学习 的 收 敛 将 非 常 困 难,大 量 的 科 学 技 术
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问题亟待解决[6-8]。
微分方程通常是某些物理规律的数学表示,在

许多物理现象中,观测数据只能在有限个离散点上

获得,因此研究离散微分方程具有重要的意义。然

而,上述提到的求解微分方程的算法对于求解离散

微分方程都将失效。
日本学者Saitoh等在文献[9,10]中利用Tik-

honov正则化和再生核理论,给出了求解离散线性

微分方程 及 其 逆 问 题 的 方 法。该 方 法 可 以 应 用 于

不同的离散线性微分方程,利用再 生 核 Hilbert空

间的性质可以得到解的解析表达式。进一步,在文

献[11]中Saitoh等利用Tikhonov正则化、Dirichlet
原理以及再生核理论对Dirichlet问题进行求解,得
到Dirichlet问 题 的 一 个 近 似 解,该 方 法 对 于 离 散

Dirichlet问题同 样 适 用。但 该 方 法 需 要 N次 迭 代

来计算再生核(N是给定的离散点的个数),比较耗

时且计算精度还需提升。在此基础上,文献[12]和

[13]提出 了 一 种 结 合 Tikhonov正 则 化、支 持 向 量

机(Support
 

Vector
 

Machine,SVM)算 法 以 及 再 生

核理论的数值求解Dirichlet问题和离散线性微分

方程的方法。利用所提出的方法,在求解微分方程

问题中,获得以特定函数的线性组合表示的稀疏解

来逼近期 望 的 精 确 解。所 提 方 法 无 论 是 对 非 离 散

微分方程 问 题 还 是 离 散 微 分 方 程 问 题 都 适 用。但

是该方法基于SVM算法给出,受限于SVM一些自

身固有的缺陷:比如SVM 的核函数必须满足 Mer-
cer条 件,限 制 了 其 应 用 范 围;SVM 所 得 结 果 有 一

定的稀疏性,但支持向量的数目通常随训练集的大

小呈线性增 长,稀 疏 性 还 可 以 进 一 步 提 高;通 常 无

法计算其输出的后验概率分布,导致无法判断计算

结果的 可 靠 性,为 此 往 往 还 需 要 增 加 复 杂 的 后 续

处理。
稀疏 贝 叶 斯 学 习(Sparse

 

Bayesian
 

Learning,

SBL)是在贝叶斯理论的基础上发展起来的,是一类

非常重要 的 贝 叶 斯 统 计 优 化 算 法[14,15]。SBL算 法

根据样本信息,将待估计的未知参数向量视为符合

一定先验分布的随机向量,利用贝叶斯定理计算后

验概率分布,从而推断未知参数。相关向量机(Rel-
evance

 

Vector
 

Machine,RVM)[16,17]
 

是建 立 在 稀 疏

贝叶斯学习基础上的学习机器,由 Michael
 

E.
 

Tip-

ping于2001年提出。RVM 既保持了支 持 向 量 机

的优 点,又 克 服 了 支 持 向 量 机 的 一 些 缺 陷[18]。

RVM也使用核函数进行映射,然而,放宽了核函数

选择的限制。RVM基于稀疏贝叶斯框架构建学习

机,不需 要 交 叉 验 证 过 程 来 设 置 额 外 的 正 则 化 参

数,能够得到 概 率 形 式 的 输 出,并 且 其 参 数 线 性 模

型通常比SVM更为稀疏。
为克服以上介绍方法存在的缺点,以期望获得

更好的求解 稳 定 性、精 度 以 及 稀 疏 性 质,我 们 结 合

稀 疏 贝 叶 斯 理 论 和 再 生 核 理 论,来 数 值 求 解

Dirichlet问题,我们的算法将会用到一个新构造的

再生核函数(Kσ
λ 核函数),相应的算法称为SBL-Kσ

λ

算法。所提 出 算 法 对 非 离 散 和 离 散Dirichlet问 题

都适用。该方 法 在 有 高 斯 噪 声 干 扰 及 无 高 斯 噪 声

干扰两种情况下都表现出良好的性能,所获得的解

是再生核函数(Kσ
λ 核函数)的线性组合形式的稀疏

表示。通过与有限差分法、SVM 算法的比较,可以

看到用SBL-Kσ
λ 算法得到的解比较稀疏的同时,具

有良好的泛化性能,即获得提高精度和稀疏性的双

重好处。

1 Dirichlet问题

本文将提出 一 种 构 造Dirichlet问 题 近 似 解 的

新方法。考虑微分方程为:

Δh=0, in
 

D,

h=g, on
 

∂D, (1.1)

其中,D 为一有界区域,其边界用∂D 表 示,函 数h
属于某个再生核空间。给定g,求出函数h.

如前面所 说,很 多 物 理 现 象 中,我 们 只 能 在 有

限个点上得到观测数据,对于离散微分方程的解的

研究十分 重 要。本 文 所 提 方 法 同 样 适 用 于 如 下 的

离散Dirichlet
 

问题:

Δh=0,     in
 

D,

h(xj)=g(xj), j=1,2,…,N,xj∈∂D 
(1.1)*

给定{g(xj)}Nj=1,求函数h.
由于Gaussian核具有良好的性质,本文将考虑

在 Gaussian-RKHS(Gaussian-Reproducing
 

Kernel
 

Hilbert
 

Space,高斯再生核 Hilbert空间)中求解微

分方程。

Gaussian-RKHS定义为[19]:
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HKσ(Rn)=

F ∈L2(Rn)∶F 2
H

kσ

 =
∫Rn

e
σ2 ξ

2

4 F
︿(ξ)

2

dξ

(2π)n(σ
 
π)

n < う

􀮠

􀮢

􀮡

􀪁
􀪁􀪁

􀪁
􀪁􀪁

􀮦

􀮨

􀮧

􀪁
􀪁􀪁

􀪁
􀪁􀪁

,

其中,F
︿

是F 的傅里叶变换:

F
︿
(ξ)=

1
(2π)n/2∫Rn

e-iξ·xF(x)dx,

该空间的再生核为:

Kσ(x,y)=e
- x-y 2

σ2 ,
其中x,y∈Rn,σ>0.

根据Dirichlet原 理,求 解 方 程(1.1)可 化 为 求

解一个 极 值 函 数 的 问 题。在 满 足 边 界 条 件 F=
g(on

 

∂D)的 情 况 下,如 果 函 数 F 是 使 相 应

Dirichlet积分极小化的极值函数,那么F 就是方程

(1.1)的解。当满足条件的极值数F 存在时,我 们

寻求如何更好表示该函数。
基于此,结合Tikhonov正则化与再生核理论,

求解问题(1.1)或者(1.1)* 的步骤分为两步:首先,
对于给定的λ>0,给定边界∂D 上任意给定N 个点

{xj}Nj=1(其 中 x∈Rn)和 这 些 点 对 应 的 函 数 值

{tj}Nj=1(亦即是g(xj)=tj,j=1,…,N),以及相应

地任意给定的常数Cj>0,求解:

min
F∈H

Kσ

λ F 2
H

Kσ + ΔF 2
L2(R

n)+

∑
N

j=1Cj(F(xj)-tj)2  , (1.2)

对于每一个给定的λ>0,求解(1.2)得到极值函数F
=F*

σ,λ,g(x).然后,通过在相应的极值函数F*
σ,λ,g(x)

中取极限λ→0,则最后可得到原始问题(1.1)的解

析解h=F.
注1.1:问题(1.2)选择了(F(xj)-tj)2 来衡量

模型预测值与真实值之间的差异,具体情况根据模

型的需要,也可以选择其他的损失函数。
由下面 的 定 理1.1可 以 进 一 步 将 问 题(1.2)

转化。
定理1.1[9]:设 Hk 是 集 合E 上 的 Hilbert空

间,它有再生核K(p,q)。设L 是从Hk 到H 的有

界线性算 子(在 这 里,H 也 是 一 个 Hilbert空 间)。
对于λ>0,令由 Hk 导出的Hkλ

空间的内积为

<f1,f2>Hkλ
=λ<f1,f2>Hk+<Lf1,Lf2>H,

那么 Hkλ
也是集合E上的 Hilbert空间,其具有再

生核Kλ(p,q),并且满足下面式子:

K(·,q)=(λI+L*L)Kλ(·,q),

其中,L*是L 的共轭算子。

根据定理1.1,由再生核 Hilbert空 间 HKσ 可

以导出再生核 Hilbert空间 HKσ
λ
,其范数和再生核

分别为:

F H
Kσ
λ

=(λ F 2
H

Kσ+ ΔF 2
L2(R

n)
)
1
2,

Kσ
λ(x,y)=(λI+Δ*Δ)-1Kσ(x,y)

=∫Rn

(2π)n/2σ2e
-σ2 ξ

2

2 +iξ(x+y)

λ+ ξ 4 dξ.

基于上述结 果,问 题(1.2)可 等 价 表 述 为 求 解 下 述

问题:

min
F∈H

Kσ
F 2

H
Kσ
λ
+∑

N

j=1Cj(F(xj)-tj)2  . (1.3)

本文将从 贝 叶 斯 理 论 的 角 度,把 问 题(1.3)放

在稀疏贝叶斯学习框架中考虑,将稀疏贝叶斯理论

与再生核理论结合,提出SBL-Kσ
λ 数值求解方法,求

得以特定函数线性组合表示的解,且该解具有较为

良好的稳定性和稀疏性质。然后,通过取极限λ→
0,最后就可求得原始问题(1.1)或(1.1)*的解。

2 基于稀疏贝叶斯的求解方法

对于给定的λ>0,在边界∂D 上任意给定N个

点{xj}Nj=1(其 中x∈Rn)和 这 些 点 对 应 的 函 数 值

{tj}Nj=1(亦即是g(xj)=tj,j=1,…,N),以及相应

地任意给定的常数Cj>0,我们的目标是求解下述

问题:

min
F∈H

Kσ
F 2

H
Kσ
λ
+∑

N

j=1Cj(F(xj)-tj)2  .
(2.1)

假设问题(2.1)的数值解具有以下形式:

F(x;W)=∑
N

j=1wjKσ
λ(xj,x), (2.2)

其中,W=(w1,…,wN)T 是上式(2.2)中 待 求 的 权

重参数向量。
那么,接下 来 的 问 题 便 是,根 据 给 定 的 数 据 集

(作为已知的先验信息),在稀疏贝叶斯框架下进行

参数估计,求出W,最后求出问题(2.1)的解。
由于数据噪声和模型误差的真实存在,数值解

与 精 确 解 之 间 存 在 差 异。对 于 给 定 的 数 据 集
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(xj,tj)  Nj=1,有:

T=F(X;W)+E, (2.3)

其中,T=(t1,…,tN)T,F(X;W)=(F(x1;W),

F(x2;W),…,F(xN;W))T,E=(􀆠1,…,􀆠N)T,单 个

独立样本 残 差 为:􀆠j=tj-F(xj;W)=g(xj)-

F(xj;W),j=1,…,N.
将式(2.2)和(2.3)改写成向量形式,如下:

F(X;W)=ΦW,

T=ΦW+E,
其 中,Φ=[ϕ(x1),ϕ(x2),…,ϕ(xN)]T,ϕ(xj)=
[Kσ

λ(x1,xj),Kσ
λ(x2,xj),…,Kσ

λ(xN,xj)]T,亦即有:

Φ=

Kσ
λ(x1,x1)Kσ

λ(x2,x1)… Kσ
λ(xN,x1)

Kσ
λ(x1,x2)Kσ

λ(x2,x2)… Kσ
λ(xN,x2)

︙ ︙ ︙ ︙

Kσ
λ(x1,xN)Kσ

λ(x2,xN)…Kσ
λ(xN,xN)

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁
􀪁

􀭤

􀭥
􀪁
􀪁
􀪁
􀪁
􀪁
􀪁

.

假设残差􀆠j=tj-F(xj;W)服从零均值方差为

σ2 的高斯分布,即

p(􀆠j)= (􀆠j|0,σ2)=
1

 
2πσ2

exp -
􀆠j
2

2σ2  ,
那么有p(tj)= (tj|F(xj;W),σ2).

从而,基于 数 据 样 本 的 独 立 性 假 设,整 个 给 定

数据集的似然函数为:

p(T|W,σ2)=∏
N

j=1
 (tj|F(xj;W),σ2)

=(2πσ2)-N/2exp-
1
2σ2

T-ΦW 2  .
(2.4)

在W 上引入一个零均值高斯先验分布:

p(W|α)=∏
N

j=1
 (wj|0,αj

-1)

=∏
N

j=1

αj

2π  
1
2

exp -
αj

2wj
2􀭠

􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁 ,

αj 为未知超参数,控制W 的稀疏程度,超参数向量

α=(α1,…,αN)T.
由上面已 经 得 到 的 数 据 集 似 然 函 数 和 权 重 参

数先验分布,通 过 对 权 重 参 数 进 行 积 分,可 得 到 超

参数的边际似然函数(Marginal
 

Likelihood),为:

p(T|α,σ2)=∫p(T|W,σ2)p(W|α)dW,

=(2π)
-
N
2 σ2I+ΦA-1ΦT -

1
2

exp-
1
2T

T(σ2I+ΦA-1ΦT)-1T  ,
其中,I是单位矩阵,A=diag(α1,…,αN).

通过计算归一化积分p(T|α,σ2),把整个W 在

参数空间中积分掉,也就是说把每一个 参 数 wj 的

取值都考虑进去,这给予了模型能自动平衡拟合精

度和复杂度的能力。
接下来 是 在 稀 疏 贝 叶 斯 框 架 中 估 计 超 参 数。

注意到,与超参数α 一样,σ2 同样可以被认为是超

参数,可以通过已知数据集对模型进行参数估计得

到。基于RVM 理论,p(T|α,σ2)中的超参数α 和

σ2,可 以 通 过 第 二 类 极 大 似 然(type-II
 

maximum
 

likelihood)迭代估计得到[15]。记它们的估计值分别

为αMP 和σ2MP.
当超参数α 和σ2 的估计值求出来后,权重参数

向量 W 的 最 大 后 验 估 计(Maximum
 

a
 

Posteriori,

MAP)可以由下面的权重后验分布的均值u 得出。
权重参数W 的后验分布为:

p(W|T,α,σ2)=
p(T|W,σ2)p(W|α)
p(T|α,σ2)

=(2π)
-N2 Σ

-12

exp -
1
2
(W-u)TΣ-1(W-u)  ,

= (W|u,Σ),
其中,后验协方差Σ=(σ-2ΦTΦ+A)-1,后验均值

u=σ-2ΣΦTT,A=diag(α1,…,αN).
那么,通 过 把 所 得 到 的 超 参 数 估 计 值αMP 和

σ2MP 代入上面的权重参数W 后验分布,可相应地计

算得到权重 后 验 后 验 协 方 差 估 计 值ΣMP 和 后 验 均

值估计值uMP,进而可以得出权重W 的估计值,即有

W=(w1,…,wN)T=uMP.
一般情况下,我们通常采用一个具体函数表达

式(或对应法则)来描述变量之间的关系。那么,得
到变量之间的关系描述,即解决了一般意义下的函

数推断问题。对于一个新的任意点x(自变量),记t
(因变量)是其对应的精确函数值,F(x;W)是数值

方法的参数线性模型,􀆠是残差(衡量数据噪声和模

型误差),它们的关系描述为:

t=F(x;W)+􀆠.
而从贝叶斯的角度,变量x 与t之间的关系,可

以通过一个条件概率p(t|x)来描述[17]。回到我们
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的问题,把已 知 的 给 定 数 据 集 作 为 先 验 信 息,在 通

过稀疏贝叶 斯 学 习 理 论 求 得 模 型 的 参 数 估 计 值 之

后,我们就可 以 基 于 所 得 模 型,对 一 个 新 的 任 意 点

x,“预测”出其对应的函数值t的分布,亦即是得到

变量x 与t之间的概率角度的关系描述。
在这里,与 前 面 所 作 出 的 说 明 一 样,为 了 清 楚

简便地说明内容,在随后的表达式当中省略了N个

给定点{xj}Nj=1 和自变量x 的隐含条件。根据已求

得的超参数估计值,所求的条件概率可以表述如下:

p(t|T,αMP,σ2
MP)=∫p(t|W,σ2

MP)p(W|T,

αMP,σ2
MP)dW,

= (t|uT
MPϕ(x),

σ2MP+ϕ(x)TΣMPϕ(x)),

其中,ϕ(x)=[Kσ
λ(x1,x),Kσ

λ(x2,x),…,Kσ
λ(xN,

x)]T.
那么,我们就得到了所求的稀疏贝叶斯参数线

性模型(亦即问题(2.1)的数值解),为:

F(x;W)=∑
N

j=1wjKσ
λ(xj,x),

=uT
MPϕ(x),

其中,uT
MP 是通过计算得到的权重后验均值估计值

向量的转置,亦即是(w1,…,wN)=uT
MP.

需要说明的是,我们在得到问题的解的表达式

的同时,更是 得 到 概 率 式 的“预 测”分 布 函 数,有 助

于判断计算结果的可靠性。
基于RVM理论,在估计超参数α 和σ2 的迭代

更新过程中,绝大部分的超参数αi 会趋于无穷大,
那么基于在 权 重 参 数 上 定 义 的 由 超 参 数 控 制 的 概

率分布p(W|α),这些αi 所对应的wi 将被设置为

0,这样便 导 致 模 型 变 得 稀 疏。而 那 些 与 不 为 零 的

wj 对应的少数样本点xj 就 被 称 为 相 关 向 量(rele-

vance
 

vector)[14]。
在此框架下,问题(2.1)的解可以改写为:

F(x;W)=∑j∈JwjKσ
λ(x,xj), (2.5)

其中,J 是相关向量的索引集,|J|≤N.
最后,在式(2.5)中让λ 趋于0,得到问题(1.1)

或问题(1.1)*的解h=limλ→0F(x;W).

3 稀疏性分析

根 据 ARD(Automatic
 

Relevance
 

Determina-

tion,自动相关确定)理论[15],模型的稀疏意味着将

模型中大部分的权重参数wi 通过“学习”过程自动

相关地设置为0。在机器学习中,模型稀 疏 性 的 高

低程度会影响特征学习效率,亦即影响模型解决问

题的能力,其 重 要 性 自 然 不 言 而 喻。因 此,对 稀 疏

性的分析 研 究 也 受 到 了 越 来 越 多 学 者 的 关 注。基

于文献[17]、[20]和[21],我 们 将 对 本 文 所 提 出 的

SBL-Kσ
λ 方法的稀疏性质进行分析。

所提模型的主要“学习”过程可以理解为:根据

给定的已知数据集等先验信息,通过第二类极大似

然估计 过 程,亦 即 是 最 大 化 超 参 数 的 边 际 似 然 函

数,求得超参数的估计值。为了深入分析所提方法

(模型)的稀疏性质,我们需要对第二类极大似然估

计过程进行分析,从整体模型中分离出单个独立的

超参数αi 和其对应的权重参数wi,看 看 导 致 稀 疏

的过程是如何发生的。
最大化超参数α 的边际似然函数,实际上等价

于最大化该边际似然函数的对数,记为 (α),
 (α)=lnp(T|α,σ2)

=ln
(2π)

-N2 σ2I+ΦA-1ΦT -12

exp -
1
2T

T(σ2I+ΦA-1ΦT)-1T􀭠
􀭡

􀪁􀪁 􀭤
􀭥

􀪁􀪁

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

􀮦

􀮨
􀮧

􀪁􀪁
􀪁􀪁

=-
1
2
[Nln(2π)+lnC +TTC-1T],

其中,记 矩 阵C=σ2I+ΦA-1 ΦT,I是 单 位 矩 阵,

A=diag(α1,…,αN).
为分离出单个独立的超参数αi,了解对单个独

立的超参数αi 的极大似然估计过程并进行稀疏性

分析,我们需要对矩阵C 进行适当变化。

C=σ2I+ΦA-1ΦT

=σ2I+∑
N

j=1α
-1
jϕ(xj)ϕ(xj)T

=σ2I+∑
N

j=1,j≠i
[α-1

jϕ(xj)ϕ(xj)T]+

α-1
i ϕ(xi)ϕ(xi)T

=C-i+α-1
i ϕ(xi)ϕ(xi)T,

其中,ϕ(xj)=[Kσ
λ(x1,xj),Kσ

λ(x2,xj),…,Kσ
λ(xN,

xj)]T,Φ=[ϕ(x1),ϕ(x2),…,ϕ(xN)]T,记 矩 阵

C-i=σ2I+∑
N

j=1,j≠i
[α-1

jϕ(xj)ϕ(xj)T]表示从矩

阵C 中去掉超参数αi 和核函数向量ϕ(xi).
基于矩阵运算法则,矩阵C 和C-i 的关系有以

下式子:
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C = C-i 1+α-1
i ϕ(xi)TC-1

-iϕ(xi),

C-1=C-1
-i-

C-1
-iϕ(xi)ϕ(xi)TC-1

-i

αi+ϕ(xi)TC-1
-iϕ(xi)

.

那么,超参数边际似然函数的对数L(α)可相应

地整理为:

 (α)=-
1
2 Nln(2π)+ln C-i +TTC-1

-iT-lnαi+

ln(αi+ϕ(xi)TC-1
-iϕ(xi))-

(ϕ(xi)TC-1
-iT)2

αi+ϕ(xi)TC-1
-iϕ(xi) 

 

=-
1
2
[Nln(2π)+ln C-i +TTC-1

-iT]+

1
2 lnαi-ln(αi+ϕ(xi)TC-1

-iϕ(xi))+

(ϕ(xi)TC-1
-iT)2

αi+ϕ(xi)TC-1
-iϕ(xi) 

= (α-i)+
1
2 lnαi-ln(αi+si)+

q2i
αi+si

􀭠
􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁 ,

其中,记 (α-i)=-
1
2
[N

 

ln(2π)+ln C-i +TT

C-1
-iT]表示去掉超参数αi 后的似然函数对数,记数

值si=ϕ(xi)TC-1
-iϕ(xi),qi=ϕ(xi)TC-1

-iT.
那么, (α)关于αi 的偏导数为:

∂ (α)
∂αi

=
∂[ (α)- (α-i)]

∂αi
=
α-1

i s2i-(q2i-si)
2(αi+si)2

.

注:在极大似然估计过程,一般的步骤就是:首
先求出待估参数的似然函数;其次,为了便于计算,
对似然函数 进 行 对 数 化;再 次,根 据 对 数 式 子 关 于

待估参 数 求 导 数;最 后,令 导 数 为 零 并 解 该 似 然

方程。

令
∂ (α)
∂αi

=0,可 求 解 得 单 个 独 立 的 超 参 数αi

的估计值为:

αi=
si

q2i-si

, if
 

q2i>si,

う, if
 

q2i≤si.

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

注意,作为一个逆方差(inverse
 

variance),超参数αi

一定是正的,即αi>0.
在实际的关于α 进行最大化超参数边际似 然

函数(即第二类极大似然估计)的迭代计算过程中,
大部分的超参数αi 趋于无穷大。一方面,由于在模

型中预先对每个独立的权重参数 wi 设置一个由对

应超参数αi 控制的零均值高斯先验分布,即

p(wi|αi)= (wi|0,αi
-1),

那么当大部分的αi 趋于无穷大时,必然会影响大部

分对应wi 被 控 制 分 布 在 均 值0附 近。另 一 方 面,

由模型的权重参数后验分布p(W|T,α,σ2)可得,与

这些αi 对应的wi 的后验统计量估计值为:

∑ii=limαi→う(σ-2ϕ(xi)Tϕ(xi)+αi)-1=0,

μi=limαi→うσ-2∑iϕ(xi)ti=0,

其中,Σii 是wi 的后验方差估计值(也就是权重后

验协方差矩阵Σ 中的第i个对角元素),μi 是wi 的

后验均值估计值(亦即是权重后验均值向量u 中的

第i个元素),Σi 表示权重后验协方差矩阵Σ 中的

第i行,ϕ(xi)=[Kσ
λ(x1,xi),Kσ

λ(x2,xi),…,Kσ
λ

(xN,xi)]T.那么,由上面 wi 的后验统计量估计值

可推断,p(wi)= (wi|0,0),亦即相当于wi=0.

综上所述,在本文所提的SBL-Kσ
λ 方法中,对于

超参数α 的第二类极大似然估计,会在实际中使得

大部分的αi 趋于无穷大,从而使得相对应的模型权

重参数wi 被设置为0.那么,模型中与 wi 对应的

核函数Kσ
λ(xi,x)会 被“修 剪”,相 应 的 这 些 样 本 点

xi 被认为与模型的“学习”不相关,从而只有较少部

分xj(j≠i)被留下来构建模型,这就导致了模型的

稀疏。

4 数值实验

在本节中,为 验 证 所 提 算 法 的 有 效 性,下 面 将

以两个例 子 来 说 明。为 方 便 与 人 工 神 经 网 络 方 法

(ANN)及五点差分方法进行比较,以下例子中给出

了边界函数g.如果只知道边界函数在某些点上的

值,则ANN与五点差分法就不适用了。

为了便于评价和比较,我们采用两种常用的计

量方法对结 果 的 表 现 进 行 评 价。一 个 是 均 方 误 差

(Mean
 

Squared
 

Error,MSE),

MSE=
1
N∑

N

i=1
(h(pi)-f(pi))2,

其中,设h 为 原 始 函 数,f 为 近 似 函 数。另 一 个 是

平 方 相 关 系 数(Squared
 

Correlation
 

Coefficient,

SCC):
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SCC=

(N∑
N

i=1f(pi)h(pi)-

∑
N

i=1f(pi)∑
N

i=1h(pi))2

(N∑
N

i=1h(pi)2-

(∑
N

i=1h(pi))
2)(N∑

N

i=1f(pi)2-

(∑
N

i=1f(pi))
2)

,

其中,pi 表示样本点(xi,yi)∈∂D,i=1,…,N。

实验1:我 们 将 所 提 出 的SBL-Kσ
λ 算 法 与 人 工

神经网络(ANN)方法进行对比。考虑Dirichlet边

值问题,区域为 D=[0,1]×[0,1]。将[0,1]分 为

20等 分,以 等 距 在x 轴 和y 轴 上 取 边 界 点,得 到

400个点的网格。求解如下边值问题:

∂2h(x,y)
∂x2 +

∂2h(x,y)
∂y2 =0, ∀(x,y)∈D

h(x,y)=0, ∀(x,y)∈{(x,y)∈∂D|x=0,x=1,or
 

y=0}

h(x,y)=sin(πx), ∀(x,y)∈{(x,y)∈∂D|y=1}

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁􀪁

,

问题的解析解为:

h(x,y)=
1

eπ-e-πsin(πx)(e
πy-e-πy).

图1、2、3分 别 为 方 程 解 析 解、ANN近 似 解 和

SBL-Kσ
λ 近似解的 图 示,可 以 看 到 两 种 机 器 学 习 方

法都有不错的逼近效果。进一步,表1展示了两种

方法求解该问题的 MSE和SCC,结果表明SBL-Kσ
λ

求解方法在 泛 化 性 能 上 优 于 一 般 的 人 工 神 经 网 络

(ANN)方法。

图1 解析解

Fig.1 The
 

analytical
 

solution

表1 实验1数值结果

Table
 

1 The
 

numerical
 

results
 

in
 

experiment
 

1

ANN SBL-Kσ
λ

MSE 4.2769e-04 2.2196e-06

SCC 0.9957 0.9998

实验2:我 们 将 所 提 出 的SBL-Kσ
λ 算 法 与 五 点

差分法、SVM-Tik-Kσ
λ 算 法[12]进 行 比 较,为 方 便 与

图2 ANN近似解

Fig.2 The
 

approximated
 

solution
 

by
 

ANN

图3 SBL-Kσ
λ 近似解

Fig.3 The
 

approximated
 

graph
 

by
 

SBL-Kσ
λ

五点差 分 法 进 行 比 较,以 下 例 子 中 给 出 了 边 界 函

数g。
考虑在边界∂D 上有g(x,y)=xy,(x,y)∈∂

D,其 中,区 域 D 为[-0.25,0.25]×[-0.25,

0.25]-[-0.25,0]×[-0.25,0](L型区域)。实
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验考虑 的 变 量 情 况 包 括:数 据 在 有 高 斯 噪 声 干 扰

(其中分别设置SNR=30和SNR=20)和无高斯噪

声干扰的情况;以及,在边界上分别取点N=80(即
步长为0.025)和 N=160(即 步 长 为0.0125)的 情

况。即对于作为实验输入的数据集,给予其不同程

度的高斯噪声干扰和不同数量的采样点。另外,定
义稀疏度为:

Sparseness=
number

 

of
 

support(or
 

relevance)vectors|J|
N ×100%,

其作为SNR和样本数量的函数,评估解的稀疏程度

随着SNR的降低和样本的增加的变化情况。
图4展示了五点差分法、SVM-Tik-Kσ

λ 算法和

SBL-Kσ
λ 算法在存在高斯噪声(SNR=30)情况下的

性能。可以看 到 五 点 差 分 法 对 噪 声 的 鲁 棒 性 不 如

SVM-Tik-Kσ
λ 算法和SBL-Kσ

λ 算法。表2和表3分

别显示了稀疏度作为SNR(即SNR作为自变量,固

定N=160)和 样 本 数 量 N(即 样 本 数 量 N为 自 变

量,固定SNR=20)的函数,表现不同算法得到的解

的稀疏 性。可 以 看 到,相 比 于SVM-Tik-Kσ
λ,SBL-

Kσ
λ 得 到 的 解 的 稀 疏 度 更 高,即SBL-Kσ

λ 具 有 更 好

的稀疏性质。表4和表5显示了不同噪声情况下三

种算法 的 性 能 表 现。可 以 看 到,在 无 噪 声 的 情 况

下,五点差 分 法 的 效 果 优 于SVM-Tik-Kσ
λ 和SBL-

Kσ
λ,但有噪声的情况下,五点差分法受噪声的影响

较大,效 果 不 如 另 外 两 种 算 法。SVM-Tik-Kσ
λ 和

SBL-Kσ
λ 对噪声较为鲁棒,二者相比,在不同噪声情

况下,本 文 所 提 出 的 算 法SBL-Kσ
λ 的 效 果 均 优 于

SVM-Tik-Kσ
λ.SBL-Kσ

λ 算 法 得 到 的 解 在 比 较 稀 疏

的同时,具 有 良 好 的 效 果。总 的 来 说,本 文 所 提 出

的SBL-Kσ
λ 算法是一种有效的方法。

图4 左上角为h(x,y)=xy的精确图。在边界∂D上给定160个高斯噪声干扰样本点(SNR=30)。右上角为采用

五点差分法的近似图。左下角为采用SVM-Tik-Kσ
λ 算法[8]的近似图。右下角为所提出的SBL-Kσ

λ 算法的近似图

Fig.4 The
 

exact
 

graph
 

of
 

h(x,y)=xy(top
 

left).160
 

Gaussian
 

noise(SNR=30)corrupted
 

points
 

are
 

given
 

on

the
 

boundary.The
 

upper
 

right
 

corner
 

shows
 

the
 

approximate
 

plot
 

using
 

the
 

five-point
 

difference
 

method.The

bottom
 

left
 

corner
 

shows
 

the
 

approximate
 

plot
 

using
 

the
 

SVM-Tik-Kσ
λalgorithm

 [8].The
 

bottom
 

right
 

corner

shows
 

the
 

approximate
 

graph
 

of
 

the
 

proposed
 

SBL-Kσ
λ

 algorithm
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表2 不同信噪比下的稀疏度

Table
 

2 Sparseness
 

with
 

SNR

Method
Noise

No
 

noise 30dB 20dB

SVM-Tik-Kσ
λ 6.25% 21.88% 33.38%

SBL-Kσ
λ 13.13% 10.00% 4.37%

表3 不同样本数量下的稀疏度

Table
 

3 Sparseness
 

with
 

number
 

of
 

samples

Method
Number

 

of
 

samples

80 160

SVM-Tik-Kσ
λ 20.62% 25.00%

SBL-Kσ
λ 9.37% 10.00%

表4 不同信噪比下的均方误差

Table
 

4 MSE
 

with
 

SNR(Gaussian
 

noise)

Method
Noise

No
 

noise 30dB 20dB

SVM-Tik-Kσ
λ 3.4562e-005 3.3182e-005 8.5398e-004

SBL-Kσ
λ 1.5608e-008 7.1235e-008 3.2378e-006

五点差分法 7.0266e-034 3.6362e-005 4.0248e-004

表5 不同信噪比下的平方相关系数

Table
 

5 SCC
 

with
 

SNR(Gaussian
 

noise)

Method
Noise

No
 

noise 30dB 20dB

SVM-Tik-Kσ
λ 0.9992 0.9945 0.9934

SBL-Kσ
λ 0.9998 0.9968 0.9927

五点差分法 1 0.9578 0.5758

5 结论

本文提出了一种基于稀疏贝叶斯、再生核理论

和Tikhonov正则 化 的 求 解Dirichlet问 题 的 方 法。
该方法同样适用于一般的微分方程,且所提的算法

不仅适用于非离散微分方程问题,对于离散的微分

方程问题 同 样 适 用。通 过 将Dirichlet问 题 转 化 为

相应的目标优化问题并构建相应的模型,结合再生

核理论,在稀 疏 贝 叶 斯 框 架 下 对 该 问 题 进 行 求 解,
得到以再生核函数线性组合稀疏表示的近似解,所
得解对噪 声 具 有 鲁 棒 性。所 提 出 的 算 法 不 需 交 叉

验证过程来设置额外的正则化参数,且其得到的解

通常更 为 稀 疏。实 验 结 果 证 明 了 所 提 方 法 的 有

效性。
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Method
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Solve
 

Dirichlet
 

Problem

YANG
 

Donghua,MO
 

Yan*

(School
 

of
 

Mathematics
 

and
 

Statistics,Guangdong
 

University
 

of
 

Technology,Guangzhou
 

510520,China)

Abstract:Partial
 

differential
 

equations
 

are
 

closely
 

related
 

to
 

many
 

practical
 

problems.Since
 

they
 

are
 

usually
 

difficult
 

to
 

obtain
 

analytical
 

solutions
 

of
 

partial
 

differential
 

equations,their
 

numerical
 

solution
 

is
 

a
 

hot
 

topic
 

for
 

many
 

scholars.Sparse
 

Bayesian
 

learning
 

is
 

a
 

hot
 

research
 

spot
 

of
 

machine
 

learning
 

in
 

recent
 

years.Relevance
 

Vector
 

Machine(RVM)is
 

a
 

learning
 

machine
 

based
 

on
 

sparse
 

Bayesian
 

learning,which
 

shows
 

good
 

performance
 

in
 

solving
 

approximation
 

problems.In
 

this
 

paper,based
 

on
 

the
 

reproducing
 

kernel
 

theory
 

and
 

relevance
 

vector
 

machine,a
 

new
 

method
 

for
 

solving
 

discrete
 

and
 

non-discrete
 

dirichlet
 

problems
 

is
 

proposed.Based
 

on
 

the
 

reproducing
 

kernel
 

theory,the
 

reproducing
 

kernel
 

space
 

satisfying
 

the
 

equation
 

conditions
 

is
 

constructed,and
 

the
 

equation
 

solving
 

problem
 

is
 

transformed
 

into
 

the
 

corresponding
 

objective
 

optimization
 

problem.Then,the
 

problem
 

is
 

solved
 

in
 

the
 

framework
 

of
 

correlation
 

vector
 

machine,and
 

the
 

approximate
 

solution
 

is
 

obtained
 

by
 

sparse
 

representation
 

of
 

linear
 

combination
 

of
 

reproducing
 

ker-
nels.Compared

 

with
 

the
 

traditional
 

method,this
 

method
 

does
 

not
 

need
 

to
 

draw
 

the
 

grid.Compared
 

with
 

the
 

general
 

machine
 

learning
 

method,this
 

method
 

in
 

this
 

paper
 

has
 

excellent
 

ability
 

to
 

avoid
 

over-fitting
 

based
 

on
 

the
 

processing
 

of
 

hyperparameters.It
 

can
 

calculate
 

the
 

posterior
 

probability
 

distribution
 

of
 

the
 

re-
sults

 

to
 

provide
 

uncertainty
 

quantification.It
 

does
 

not
 

need
 

to
 

set
 

additional
 

regularization
 

parameters
 

in
 

the
 

cross-validation
 

process,which
 

reduces
 

the
 

complexity
 

of
 

the
 

model
 

and
 

improves
 

the
 

model’s
 

generali-
zation

 

ability,interpretability
 

and
 

efficiency.Sparsity
 

analysis
 

shows
 

the
 

sparse
 

nature
 

of
 

the
 

proposed
 

method
 

and
 

the
 

possibility
 

of
 

extending
 

it
 

to
 

high-dimensional
 

problems.Comparison
 

experiments
 

with
 

the
 

commonly
 

used
 

finite
 

difference
 

method,neural
 

network
 

method
 

and
 

support
 

vector
 

machine
 

method
 

show
 

that
 

the
 

proposed
 

method
 

has
 

better
 

sparsity,robustness
 

and
 

effectiveness.
Keywords:Dirichlet

 

problem;sparse
 

Bayesian;Relevance
 

Vector
 

Machine;Gaussian-RKHS;sparse
 

solution
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