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摘要:支持向量机(SVM)作为机器学习的主要方法之一,是用于解决分类和回归任务的强大学习

工具,在图像分类、模式识别和疾病诊断领域都备受瞩目。在支持向量机模型中,L0/1 损失函数

是理想的损失函数,已有的损失函数大多是其代理函数。稀疏优化是研究带有稀疏结构的最优

化问题,根据l1 范数良好的稀疏性,可以通过特征选择去除冗余特征,本文在L0/1 软间隔损失

的模型基础上,提出一个基于L0/1 损失的l1 范数稀疏支持向量机(简称L0/1-SSVM),证明了模

型解的存在性,给出模型的KKT点和P-稳定点,并证明全局最优解与KKT点的关系。利用l1
范数的近端算子设计 ADMM 算法迭代框架,并对算法进行收敛性分析,证明其收敛于P-稳
定点。
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0 引言

稀疏优化问题的研究兴起于二十世纪九十年

代,在本世纪得到了蓬勃的发展,已经广泛应用于

机器学习[1],信号处理与通信[2],模式识别[3],统
计学中 的 回 归 问 题[4],经 济 学 中 的 投 资 组 合 问

题[5]以及主成分分析[6]等等。在机器学习领域中

稀疏优化是重要的技术手段之一,其目的是可以

在训练模型的过程中减少特征的数量,以此提高

模型的 泛 化 能 力 和 可 解 释 性,而 支 持 向 量 机[7]

(Support
 

vector
 

machine,SVM)作为机器学习领域

中的一种重要方法,对其进行稀疏优化则受到了

广泛关注。
支持向量机是建立在统计学习理论的VC维理

论和结构风险最小化原理[8]基础上的一种机器学

习方法,在逻辑回归和神经网络相比,支持向量机

在学习复杂的非线性方程时提供了一种更为清晰

强大的方式,多用于解决数据挖掘和模式识别领

域中数据分类问题,并且它在解决小样本、非线性

和高维模式识别问题中表现出许多特有的优势。

在实际生活中,支持向量机也广泛应用于各个领

域。在图像识别[9]中,SVM 可以实现人脸识别、

物体检测等任务;在生物信息学中,SVM 可以用

于基因表达数据的分类和预测等任务;在金融市

场中,SVM 可以辅助分析股票走势和风险评估等

任务。

正则项和损失函数是研究软间隔SVM 的核心

内容,不仅决定模型对训练数据的敏感性,还影响

着模型的稀疏性。Cortes和 Vapnik在文献[7]中

指出,理想的损失函数是L0/1 损失函数,但L0/1 损

失是非凸非连续的有界函数,具有NP难的特点,因

此许多学者致力于构造新的代理损失函数,在算法

和理论上也取得了丰富的研究成果,如Bartlett和

* 通讯作者 Corresponding
 

author:高彩霞,smsgcx@imu.edu.cn
收稿日期:2024-04-11; 录用日期:2024-05-22; 发表日期:2024-09-28



Wegkamp[10]提出的广义合页损失函数,Jumutc和

Huang[11]提出的弹球损失函数,沈晓彤[12]等人提出

的滑道损失函数等等。文献[13]设法建立了L0/1-
SVM的最优性理论,提出一种快速的交替方向乘子

法,通过数值实验验证了该算法求解L0/1-SVM 模

型更高效。

在支持向量机中,常用到的正则项有l0,l1,lp

(0<p<1),l2 范数等,其中l2 范数可以改善模型

的过拟合,为大多数模型所使用的,但是不具备稀

疏性,l0 范数指向量非零元素个数,具有很好的稀

疏性,但由于其非凸比较难求解,而l1 范数是l0 范

数的最优凸近似[14],可以实现特征的自动选择,通
过学习过滤掉冗余特征,因此很多学者致力于研究

l1 范数为正则项的稀疏模型。Tanveer和Shar-

ma[15]等人提出了具有弹球损失的稀疏支持向量机

(Pin-SSVM),所提出的模型使用l1 范数,保证了模

型的稀疏性、鲁棒性和不敏感性;Zheng[16]等人提出

稀疏支持矩阵机,新的正则化项是l1 范数和核范数

的线性组合,同时考虑稀疏性和低秩性,使用广义

前向后向算法进行求解,实验结果也证明了该模型

具有优异的性能。

因此受其启发,本文在L0/1 损失函数的基础

上,使用l1 范数作为模型的正则项,建立一个新的

稀疏支持向量机模型,同时建立其最优性理论,并
提出相应的 ADMM 算法求解,证明该算法是收

敛的。

1 预备知识

1.1 符号与定义

本文向量默认为列向量, n表示n维向量空

间,x∈ n是一个n维向量,其中xi 表示向量的第

n行。
定义1[17] 设f:Rn→R 是下半连续函数,则f

在给定的x∈R 处关于参数α>0的临近点算子定

义为

proxf(x):=argmin
v∈R

f(v)+
1
2α
(v-x)2. (1)

定义2[18] 对给定参数η>0,l1 范数的临近点

算子为

Prox1
η‖

·‖1
(x)=sign(xi)max xi -

1
η  

=

xi-
1
η
, xi>

1
η

0, xi ≤
1
η

xi+
1
η
, xi<-

1
η

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁

􀪁
􀪁
􀪁􀪁

. (2)

定义3[13] 对给定参数γ>0,C>0,L0/1 范数

的临近点算子为

ProxγC‖(·)+‖0
(x)=

0,  0<x< 2γC

0
 

or
 

x,x= 2γC

x, x> 2γC
 

or
 

x≤0

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁 .

(3)
定义4[19] 设f:Rn→R 在x∈R 是局部Lips-

chitz的,那么f 在x 处的正则次微分是

∂̂f(x):=

v∈R|lim
y→x
inf
y≠x

f(y)-f(x)-<v,y-x>
‖y-x‖

≥0

􀮠

􀮢

􀮡

􀪁􀪁
􀪁􀪁

􀮦

􀮨

􀮧

􀪁􀪁
􀪁􀪁 . (4)

定义5[20] 设 Ω⊆ n是任意非空闭集,x*∈
Ω,则Ω在x*∈Ω处的Bouligand切锥TΩ(x*)定
义为

TΩ(x*):=
d∈ n:∃ xk  →x*,

{tk}↓0
 

s.t.
 

lim
k→�

xk-x*

tk
=d

􀮠

􀮢
􀮡

􀪁􀪁
􀪁􀪁

􀮦

􀮨
􀮧

􀪁􀪁
􀪁􀪁 .

(5)
则Ω在x*∈Ω处的Clarke切锥TC

Ω(x*)定义为

TC
Ω(x*):=

d∈ n:∃{xk}→x*,

 {tk}↓0,∃{yk}→x*
 

s.t.
 

lim
k→�

xk-yk

tk
=d

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁􀪁

􀮦

􀮨

􀮧

􀪁
􀪁􀪁
􀪁
􀪁􀪁

. (6)

2 模型

2.1 模型发展

支持向量机的基本思想是寻找一个最优超平

面将样本尽可能分开,并且使样本到超平面的距离

尽可能的远。给定一个训练集{(xi,yi|i=1,…,

m)},其中xi∈ n是输入向量,yi∈{-1,1}是输出

标签,yi=+1和yi=-1分别对应正类和负类。
训练一个超平面<w,x>+b=w1x1+…+wnxn+
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b=0,使得对任意的输入向量x,都可以正确预测x

的标签y,并且使输入向量距超平面的距离
2

‖w‖2
尽可能的远,将上述思想应用到二分类问题中可以

得到如下模型:

min
w∈ n,b∈ 

 

1
2‖w‖

2+C∑
m

i=1
ξi

s.t.
 

yi(<w,x>+b)≥1-ξi,
(7)

其中C>0是惩罚参数,ξi 是松弛变量,若样本可以

完全分开,则不需要惩罚。或者是引入损失函数

L(·)对分类错误的点进行惩罚,模型如下:

min
w∈ n,b∈ 

1
2‖w‖

2+C∑
m

i=1
L[1-yi(<w,x>+b)],

(8)
其中前一项是正则项,衡量模型的复杂度,控制模

型的稀疏;后一项损失函数控制模型的误差。理想

的损失函数是L0/1 损失函数,2020年修乃华团队

[13]提出L0/1 软间隔损失SVM,模型如下:

min
w∈ n,b∈ 

1
2‖w‖

2+C∑
m

i=1
L0/1(1-yi<w,x>+b),

(9)
其中L0/1 损失函数的表达式为:

L0/1(t)=
1, t>0
0,t≤0 . (10)

该模型很好的捕捉到二分类的本质并且保证

模型使用的支持向量更少,该模型的解决是支持向

量机领域向前迈进了一大步,对于模型、理论和算

法的更深入研究成为了有意义的方向。

2.1 L0/1-SSVM 模型

由文献[14]可知,l1 范数具有良好的稀疏性,

为了减少冗余特征和提高模型的稀疏性,在L0/1 范

数软间隔SVM模型的基础上,使用l1 范数作为正

则项,提出如下新模型:

min
w∈ n,b∈ 

‖w‖1+C∑
m

i=1
L0/1 1-yi(w

⊥

xi+b)  ,

(11)
其中w∈ n是向量,b∈ 是一个实数,‖·‖1 是向

量中所有元素绝对值之和,C>0是惩罚参数,L0/1

是损失函数。
为了便于分析,设u:=e-Aw-by∈ m,其中

e:=(1,1,…1)

⊥

∈ m,A:=[y1x1
 …

 

ymxm]

⊥

∈ 
m×n,y:=(y1,y2,…,ym)

⊥

∈  m,则模型有如下

转化:

min
w∈ n,b∈ ,u∈ m

‖w‖1+C‖u+‖0

s.t. u+Aw+by=e,
(12)

其中u+:=((u1)+,…,(um)+)

⊥

∈  m=max{u,

0},则∑
m

i=1
L0/1[1-yi(w

⊥

xi+b)]=L0/1(u)=

‖u+‖0,因此模型是本文提出的具有l1 正则项的

稀 疏 支 持 向 量 机 模 型,简 称 L0/1-SSVM,其 中

‖·‖0 是非凸非连续的,‖·‖1 是不可微的,因
此上述问题是NP-难的,下文对其最优性条件进行

分析。

2.2 最优性理论

通过引入变量s∈ m,模型有如下等价转化:

min
w∈ n,b∈ ,u∈ m,s∈ m

 

‖w‖1+C‖u+‖0

s.t.  Aw+by=s,
               

e-s=u.

(13)

对应的拉格朗日函数为:

L(w,b,u,s,ρ1,ρ2)

=‖w‖1+C‖u+‖0+<ρ1,s-Aw-by>+
 <ρ2,u-e+s>,

其中ρ1∈ m,ρ2∈ m是拉格朗日乘子。
首先证明模型的全局最优解存在并且全局最

优解解集是有界的。
定理1 若给定实数C∈[-K,K],其中K 是

正数,则问题(12)的全局最优解存在且解集是有

界的。
证明:由问题可知

min
w∈ m,b∈ 

f(w,b)≤f(e,b)<n+Cm<+�.

对于f,由水平集

S:= (w,b)|f(w,b)<n+Cm  .
由于(e;b)∈S,所以S≠∅,因此全局最优解存在。
对于∀(w,b)∈S,有

‖w‖1<f(w,b)≤n+Cm.
实数C∈[-K,K],则S 是有界的。由于L0/1

损失函数和范数均为下半连续函数,所以函数f 也

是下半连续函数,即问题的全局最优解存在且解集

是有界的。

81
中国理论数学前沿

Frontiers
 

of
 

Chinese
 

Pure
 

Mathematics



接下来给出模型的 KKT点,并证明全局最优

解与KKT点的关系。
定义6 对于模型(13),给定C>0,称(w*,

b*,u*,s*)是问题的KKT点,即如果存在ρ*
1 ∈ m,

ρ*
2 ∈ m满足下式

0∈∂‖w‖1-ρ*
1A

yρ*
1 =0

0∈C∂‖(u*)+‖0+ρ*
2

ρ*
1 +ρ*

2 =0

Aw*+b*y=s*

e-s*=u*

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁􀪁

􀪁
􀪁
􀪁
􀪁􀪁

. (14)

定理2 若(w*,b*,u*,s*)是问题(13)的全

局最优解,如果存在 D={(w,b,s)|s-Aw-by=
0},Πd ={d|d=‖w‖1},使得ND(w)∩NΠd

(w)=
{0},则点(w*,b*,u*,s*)也是问题(13)的KKT点。

证明:若(w*,b*,u*,s*)是问题(13)的全局

最优解,则也是可行解。即

(w*,b*,s*)∈D1={(w,b,s)|s-Aw-by=0}

(u*,s*)∈D2={(u,s)|u-e+s=0} .

要证明(w*,b*,u*,s*)也是KKT点,则需要证明
 

∂̂{‖w‖1+C‖u+‖0+δD1
(w,b,s)+δD2

(u,s)}

=(∂̂‖w‖1,0,0,0)+(0,0,C∂̂‖u+‖0,0)+
 ND1

(w,b,s)+ND2
(u,s). (15)

(1)对于∀(w,b,s)∈D2,∀(u,s)∈D2,根据

定理显然有

(∂̂‖w‖1,0,0,0)+(0,0,C∂̂‖u+‖0,0)+

ND1
(w,b,s)+ND2

(u,s)⊆∂̂{‖w‖1+
C‖u+‖0+δD1

(w,b,s)+δD2
(u,s)},

其中ND1
(w,b,s),ND2

(u,s)各为D1,D2 在(w,b,

s),(u,s)处的法锥。

(2)给定(r,r1,r2)∈∂̂(w,b,s){‖w‖1+δD1
(w,

b,s)},根据定义4正则次微分,对∀(w,b,s)→
(w*,b*,s*),有

o{‖(w,b,s)-(w*,b*,s*)‖}

≤‖w‖1+δD1
(w,b,s)-‖w*‖1-

 δD1
(w*,b*,s*)-<r,(w-w*)>-

 r1(b-b*)-<r2,(s-s*)>.

当(􀭾w,􀭹b,􀭴s)→(w*,b*,s*)且􀭾w∈δD1
(w,b)∩

Πd,有‖􀭾w‖1=‖w‖1,则

o{‖(w,b,s)-(w*,b*,s*)‖}

≤-<r,(w-w*)>-r1(b-b*).
则(r,r1,r2)∈ND1∩(Πd× × 

m)
,由于Πd,D1 均为凸

集,且ND(w)∩NΠd
(w)={0},可得

ND1∩(Πd× × 
m)
(w,b,s)

=ND1
(w,b,s)+N(Πd× × 

m)
(w,b,s).

因此

∂̂(w,b,s)(‖w‖1+δD1
(w,b,s))

=∂̂‖w‖1+∂̂(w,b,s)δD1
(w,b,s).

同理给定(k1,k2)∈∂̂(u,s){C‖u+‖0+δD2
(u,

s)},根据定义4正则次微分的定义,对于∀(u,s)

→(u*,s*),有

o{‖(u,s)-(u*,s*)‖}

≤C‖u+‖0+δD2
(u,s)-C‖u*

+‖0-

 δD2
(u*,s*)-<k1,u-u*>-<k2,s-s*>.

当(􀭹u,􀭴s)→(u*,s*),且􀭹u∈δD2
(u,s),􀭹u∈ Ix

,

其中Ix={i|ui≠0}且 Iy
={u∈ m|ui≤0,i∉

Ix},则‖􀭹u+‖0=‖u+‖0,则

o{‖(u,s)-(u*,s*)‖}

≤-<k1,u-u*>-<k2,s-s*>.
则(u,s)∈N( Ix

× m)∩D2
,由于 Ix

,D2 均为凸集,

可得

N( Ix
× m)∩D2

(u,s)=N  Ix
(u,s)+ND2

(u,s).

因此

∂̂(u,s){C‖u+‖0+δD2
(u,s)}

=C∂̂(u,s)‖u+‖0+ND2
(u,s).

即

∂̂{‖w‖1+C‖u+‖0+δD1
(w,b,s)+δD2

(u,s)}

⊆(∂̂‖w‖1,0,0,0)+(0,0,C∂̂‖u+‖0,0)+

ND1
(w,b,s)+ND2

(u,s).
综上所述,对于全局最优解(w*,b*,u*,s*)

有式(15)成立,定理得证。
最后给出模型的P-稳定点。
通过引入变量z=w∈ n,将模型转化为

min
w∈ n,b∈ ,z∈ n,u∈ m

 

‖z‖1+C‖u+‖0

s.t.  u+Aw+by=s,

z=w.

(16)
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定义7 对于模型(16),给定 C>0,我们称

(w*,b*,z*,u*)是临近点算子稳定点,也称P-稳

定点,即如果存在拉格朗日乘子λ* ∈ m,λ*
1 ∈ 

n和常数γ1,γ2>0,满足

A

⊥

λ*-λ*
1 =0

<y,λ*>=0

Proxγ1‖·‖1
(z*-γ1λ*

1 )=z*

Proxγ2C‖(·)+‖0
(u*-γ2λ*)=u*

u*+Aw*+b*y-e=0
z*-w*=0

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁
􀪁􀪁

􀪁
􀪁
􀪁
􀪁􀪁

. (17)

这里的[Proxγ1‖·‖1
(g*)]i=

g*
i -γ1, g*

i >γ1
0, g*

i ≤γ1

g*
i +γ1,g*

i <-γ1

􀮠

􀮢

􀮡

􀪁􀪁
􀪁􀪁 ,

其中g*:=z*-γ1λ*
1 ,[Proxγ2C‖(·)+‖0

(h*)]i=

0, 0<h*
i ≤ 2γ2C

h*
i ,h*

i > 2γ2C
 

or
 

h*
i ≤0 ,其中h*:=u*-γ2λ*。

3 算法及收敛性分析

本节设计相应的算法(L0/1-SSVM)求解该模

型,并对算法进行收敛性分析

3.1 算法

对于模型(16),相应的增广拉格朗日函数为

Lσ(w,b,z,u,λ,λ1)

=‖z‖1+C‖u+‖0+

 <λ,u+Aw+by-e>+

 <λ1,z-w>+
σ
2‖u+Aw+by-e‖2+

 
σ
2‖z-w‖

2,

其中λ∈ m,λ1∈ n是拉格朗日乘子,σ>0是罚

参数。

为简化求解,令v=
1
σλ1 为缩放对偶变量,则缩

放后的ADMM 的增广拉格朗日函数为

Lσ(w,b,z,u,λ,v)

=‖z‖1+C‖u+‖0+<λ,u+Aw+by-e>+
σ
2‖u+Aw+by-e‖2+

σ
2‖z-w+v‖

2.

对应的ADMM迭代框架如下

uk+1=argmin
u∈ m

Lσ(wk,bk,zk,u,λk,vk),

zk+1=argmin
z∈ n

Lσ(wk,bk,z,uk+1,λk,vk),

wk+1=argmin
w∈ n

Lσ(w,bk,zk+1,uk+1,λk,vk)+

σ
2‖w-w

k‖2Vk
,

bk+1=argmin
b∈ 

Lσ(wk+1,b,zk+1,uk+1,λk,vk),

λk+1=λk+ησ(uk+1-e+Awk+1+bk+1y),

vk+1=vk+η(wk+1-zk+1). (18)
其中η>0是对偶步长,近端项‖w-wk‖2Vk=<w-
wk,Vk(w-wk)>,由于w-子问题是强凸的,因此Vk

为一个不定矩阵。
每个子问题的具体迭代过程如下:
(1)u-子问题的迭代

u-子问题可以表示为

uk+1=argmin
u∈ m

C‖u+‖0+

σ
2 u+Aw+by-e+

λ
σ

2

.

利用定义,得到u 的迭代如下:

uk+1=ProxC
σ‖(·)+‖0

(e-Awk+bky-
λk

σ
).(19)

(2)z-子问题的迭代

z-子问题可以表示为

zk+1=argmin
z∈ n
‖z‖1+

σ
2‖z-w+v‖

2.

0∈∂ ‖z‖1+
σ
2‖z-w+v‖

2  =σ(z-w+v)+∂
‖z‖1 即-σ(z-w+v)=∂‖z‖1=ti,其中

ti=

{1},  zi>0
{-1},zi<0
[-1,1],zi=0

􀮠

􀮢

􀮡

􀪁􀪁
􀪁􀪁 ,i=1,…,m.

结合之后进行化简归类,可以得到

z-w+v=-
1
σsign

(zi), zi≠0

z-w+v =
1
σ
,

 

zi=0

􀮠

􀮢

􀮡

􀪁
􀪁􀪁
􀪁
􀪁

.

令rk=wk-vk,得到z的迭代如下:

zk+1=S1
σ
(rk

i)=

rk
i-
1
σ
, rk

i>
1
σ

0, rk
i ≤

1
σ

rk
i+
1
σ
,rk

i<
1
σ

􀮠

􀮢

􀮡

􀪁
􀪁
􀪁􀪁

􀪁
􀪁
􀪁􀪁

. (20)
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(3)w-子问题的迭代

w-子问题可以表示为

wk+1=argmin
w∈ n
<λ,Aw>+

σ
2‖w-w

k‖2-A

⊥

􀭺Vk
A􀭺Vk

+

σ
2‖u+Aw+by-e‖2+

σ
2‖z-w+v‖

2.

w-子问题是一个关于w 的凸规划问题,即有

0=A

⊥

λk-σA

⊥

􀭺Vk
A􀭺Vk

(w-wk)+

σA

⊥

(uk+1+Aw+bky-e)-σ(zk-w+vk).
得到w 的迭代如下:
(I+A

⊥

􀭺Vk
A􀭺Vk

)wk+1=

A

⊥

e-uk+1-bky-
λk

σ+
1
A

⊥(zk+1-vk)􀭠
􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁 .

(21)
(4)b-子问题的迭代

b-子问题可以表示为

bk+1=argmin
b∈ 
<λ,by>+

σ
2‖u+Aw+by-e‖2.

得到b的迭代如下:

bk+1=
-<y,Awk+1-e+uk+1+

λk

σ
>

y

⊥

y
. (22)

(5)更新λ
λ 的更新如下

λk+1=λk+ησ(uk+1+Awk+1+bk+1y-e).(23)
(6)更新v
v的更新如下

vk+1=vk+η(wk+1+zk+1). (24)
根据以上迭代规则,给出L0/1 损失稀疏支持向量机

的ADMM算法迭代框架:

算法(L0/1-SSVM)

初始化
 

w0∈ n,z0∈ n,u0∈ m,b0∈ ,λ0∈ m,v0∈ m;

循环
 

for
 

k
 

=0:MaxIter
 

do
步1 通过公式(19)计算uk+1;

步2 通过公式(20)计算zk+1;

步3 通过公式(21)计算wk+1;

步4 通过公式(22)计算bk+1;

步5 通过公式(23)更新λk+1;

步6 通过公式(24)更新vk+1;

步7 当满足终止条件(17)时迭代停止,否则置k=k+

1,转步1。

输出
 (w,b)

3.2 收敛性分析

定理3 假设(w*,b*,z*,u*,λ*,v*)为序列

{(wk,bk,zk,uk,λk,vk)}通过算法 ADMM 生成的

极限点,那么(w*,b*,z*,u*)是一个P-稳定点,而
且是问题(16)的局部最优解。

证明:设hk:=e-Awk-bky-
λk

σ
,由于Vk=

zk|zk
i∈ 0,

2C
σ 􀭤
􀭥

􀪁
􀪁 ,i∈ m  以及其补集Vk:= m\

Vk,因此Vk⊆ m有有限多个元素,对于足够大的

k,有子集J⊆{1,2,3,…}使

Vj≡:V ∀j∈J.
为了表示简单,设Λk:=(wk,bk,zk,uk,λk,vk)及

其极限点Λ*:=(w*,b*,z*,u*,λ*,v*),即{Λk}→
Λ*,这也表示{Λj}j∈J→Λ*和{Λj+1}j+1∈J→Λ*。

(1)将λk 在J 处取极限,即k∈J,k→�,有

λ*
V =λ*

V -ησ(u*
V +Aw*

V +b*
Vy-e)

λ*
􀭺V =0 .

由上式可知u*
V +Aw*

V +b*
Vy-e=0

(2)将uk 在J 处取极限,即k∈J,k→�,有

h*=e-Aw*-b*y-
λ*

σ

=[e-Aw*-b*y-u*]+u*-
λ*

σ.

又由L0/1 近端算子的定义有

u*
V =0  (a)

u*
􀭺V =h

*
􀭺V

(b) 
因此由(b)和λ*

􀭺V =0 有

u*
􀭺V =h

*
􀭺V =[e-Aw*

􀭺V -b
*
􀭺Vy-u

*
􀭺V
]+u*

􀭺V -
λ*
􀭺V

σ
=[e-Aw*

􀭺V -b
*
􀭺Vy-u

*
􀭺V
]+u*

􀭺V.
可以得出e-Aw*

􀭺V -b
*
􀭺Vy-u

*
􀭺V =0,

又因为u*
V +Aw*

V +b*
Vy-e=0,

得到u*+Aw*+b*y-e=0,即h*=u*-
λ*

σ
,

因此由L0/1 近端算子的定义有

u*=ProxC
σ‖(·)+‖0

(h*)=ProxC
σ‖(·)+‖0

u*-
λ*

σ  .
(3)将vk 在J 处取极限,即k∈J,k→�,有

v*=v*+σ(z*-w*).
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得到z*-w*=0。
(4)将zk 在J 处取极限,即k∈J,k→�,有

z*=Prox1
σ‖·‖1

(w*-v*)=Prox1
σ‖·‖1

(z*-v*).

(5)将wk 在J 处取极限,即k∈J,k→�,有
(I+A

⊥

VAV)w*

=A

⊥

V e-u*
V -b*yV-

λ*
V

σ +
1
A

⊥

V

(z*+v*)􀭠
􀭡

􀪁
􀪁 􀭤

􀭥

􀪁
􀪁

=A

⊥

VAVw*-
A

⊥

Vλ*
V

σ +z*+v*.

即w*+w*A

⊥

VAV=A

⊥

VAVw*-
A

⊥

Vλ*
V

σ +z*+v*,

有0=-
A

⊥

Vλ*
V

σ +v*,由于v*=
λ1

σ
,得到

A

⊥

Vλ*
V -λ*

1 =0.
(6)将bk 在J 处取极限,即k∈J,k→�,有

b*=
-<y,Aw*-e+u*+

λ*

σ
>

y

⊥

y

=b*-
<y,λ*>
σy

⊥

y
.

得到<y,λ*>=0。
综上所述(w*,b*,z*,u*)是一个P-稳定点,

而且是问题的局部最优解,证明完成。

4 总结与展望

4.1 总结

本文建立了一个基于L0/1 损失函数,使用l1 范

数作为正则项的稀疏支持向量机(L0/1-SSVM),给
出了模型的一阶最优性条件,包括解的性质,模型

的KKT点、P-稳定点以及与全局最优解的关系。
提出相应的ADMM算法,通过l1 范数的临近点算

子推导出子问题的迭代表达式,并证明算法是收

敛的。

4.2 展望

本文对L0/1 稀疏支持向量机进行了一定的研

究,但仍不太完善,在模型方可以使用更稀疏的l0
范数作为正则项,还可以拓展到n维空间,建立基于

L0/1 损失的稀疏支持张量机等;对于模型的二阶最

优性条件也可以作深入研究;本文在数值实验方面

的研究有所欠缺,可以将其应用于实际问题,验证

算法的有效性。

利益冲突:作者声明无利益冲突。
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Abstract:Support
 

Vector
 

Machine(SVM),as
 

one
 

of
 

the
 

main
 

methods
 

of
 

machine
 

learning,is
 

a
 

popular
 

learning
 

tool
 

used
 

to
 

solve
 

classification
 

and
 

regression
 

tasks,and
 

has
 

attracted
 

much
 

attention
 

in
 

the
 

fields
 

of
 

image
 

classification,pattern
 

recognition
 

and
 

disease
 

diagnosis.In
 

the
 

context
 

of
 

the
 

support
 

vector
 

ma-
chine

 

model(SVM),the
 

loss
 

function
 

is
 

considered
 

optimal,with
 

most
 

existing
 

loss
 

functions
 

acting
 

as
 

proxies.Since
 

l1 norm
 

has
 

good
 

sparsity,redundant
 

features
 

can
 

be
 

removed
 

through
 

feature
 

selection.In
 

this
 

paper,a
 

loss-based
 

norm
 

sparse
 

support
 

vector
 

machine(called
 

L0/1-SSVM)is
 

proposed
 

based
 

on
 

the
 

L0/1
 soft

 

margin
 

loss
 

model.The
 

existence
 

of
 

the
 

model
 

solution
 

is
 

proved,the
 

KKT
 

points
 

and
 

P-stable
 

points
 

of
 

the
 

model
 

are
 

given,and
 

the
 

relationship
 

between
 

the
 

global
 

optimal
 

solution
 

and
 

KKT
 

points
 

is
 

proved.The
 

iterative
 

framework
 

of
 

ADMM
 

algorithm
 

is
 

designed
 

by
 

using
 

the
 

proximal
 

operator
 

of
 

l1 

norm,and
 

the
 

convergence
 

analysis
 

is
 

carried
 

out
 

to
 

prove
 

that
 

the
 

algorithm
 

converges
 

to
 

the
 

P-stable
 

point.
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