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摘要:硫酸盐腐蚀环境作用下混凝土力学性能劣化是多阶段演化的动态过程,不同的物理化学反

应在不同时期主导材料性能的渐进式退化,准确预测力学性能劣化对混凝土耐久性的研究至关重

要。在腐蚀混凝土力学性能预测方法中,传统回归方法易受高维复杂数据的影响而产生过拟合现

象,进而降低其泛化能力,而数值模拟方法需要依赖复杂假设和海量力学参数,计算成本高且不确

定性大。此外,工程实践中存在长期监测数据匮乏、加速试验与实际环境存在动力学差异等,进一

步加剧了力学性能预测的不确定性。机器学习可通过非线性映射建模实现多变量耦合分析,有效

整合材料配比、环境参数等多微观、宏观参数,进而提升腐蚀混凝土力学性能预测的普适性与准确

性。本文首先阐述了硫酸盐腐蚀作用下混凝土材料腐蚀机理,归纳了已有力学性能退化机器学习

预测方法研究进展,梳理了现有预测模型所对应数据集的瓶颈,最后展望了机器学习预测模型的

未来的研究方向。
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1 引言

混凝土作为现代基础设施建设的核心工程材

料,其耐久性退化已成为全球土木工程领域亟待攻

克的共性难题。以2014年为例,我国因腐蚀产生的

直接经济损失达21278.2亿元人民币,占当年国内

生产总值的3.34%,即每位国民承担超过1555元

的腐蚀成本[1]。
由于在腐蚀环境条件下,工程结构通常面临着

材料劣化、构件损伤和结构功能失效等问题,逐渐

削弱结构的可靠性,而现行结构设计方法未考虑工

程结构的长期劣化情况,使结构的实际使用寿命无

法达到设计要求[2]。针对现行结构设计方法对耐久

性考虑不足的问题,国内外针对腐蚀环境作用下的

材料、构件到结构开展系统、深入研究。这些研究

致力于揭示复杂环境作用下的钢混结构耐久性损

伤机理与性能劣化规律,明确不同腐蚀环境下钢混

结构耐久性极限状态,得到基于耐久性能劣化的钢

混结构可靠性评定方法。钢混结构在腐蚀环境服

役过程中的性能发展,最终关系到工程结构的服役

寿命和维护需求。近年来国内外针对混凝土材料

腐蚀后的力学性能进行了大量试验并建立了系列

预测模型,但至今还未在腐蚀环境作用和力学性能

演化之间搭建起坚固的“桥梁”。

腐蚀环境作用下混凝土性能演化是多阶段演

化的动态过程,不同的物理化学反应在不同时期主

导混凝土材料性能的渐进式退化[3]。当前研究通常

采用分阶段建模方法评估环境腐蚀[4],主要依赖两

类传统方法:基于专家经验的方法[5]和有限元数值

模拟技术[6],通过线性或非线性回归预测腐蚀深度、
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扩散系数等关键参数,虽具有计算高效、可识别变

量敏感性的优势,但也存在回归模型易受高维复杂

数据影响而产生过拟合,导致泛化能力受限的问

题[7]。数值模拟方法虽能提高计算精度,但在实际

应用中仍面临理论瓶颈,跨尺度建模的计算复杂度

激增,材料界面效应与随机损伤的数学表征尚未完

善,环境载荷的时变扰动难以完整描述[8]。这些传

统方法往往忽略微观结构演变与宏观性能退化的

非线性关系。此外,工程实践中动态监测数据匮

乏、加速试验与实际环境存在动力学差异,进一步

加剧了模型验证的不确定性。
鉴于传统方法在腐蚀混凝土力学性能预测中

的局限性,为解决上述问题,引入机器学习算法。
机器学习通过非线性映射建模实现多变量耦合分

析,可有效整合材料物质属性、腐蚀环境信息等多

元参数[9]。鉴于此,本文围绕硫酸盐腐蚀环境下混

凝土力学性能退化机器学习预测方法涉及的关键

科学问题进行综述。

2 硫酸盐腐蚀混凝土劣化机理

混凝土结构实际服役环境中包含许多富含硫

酸盐的环境,如地下水、盐碱土和海水,对钢筋混凝

土结构构成了严重的威胁[4]。在这些环境中,硫酸

盐溶液中的SO2-4 具有极强的渗透性,能通过水泥

混凝土的多孔网络逐渐渗入基体内部,与水化产物

的反应如式(1)和(2)所示。SO2-4 与水泥基材料反

应可能形成钙钒石(Ettringite,AFt)和石膏,AFt可

能会引起混凝土膨胀,进而导致混凝土内部产生裂

缝,并随着时间的推移而不断拓展[10-15]。这种裂缝

的形成和拓展是混凝土劣化的重要原因之一,可能

会严重影响结构的整体性和承载能力[4]。此外,石
膏同样也可能引起混凝土的膨胀,进一步加剧结构

的破坏,更为严重的是,石膏的形成还可能引发钙

溶蚀,导致水化硅酸钙凝胶(Calcium
 

Silicate
 

Hy-
drate,C-S-H)分解,并软化混凝土表层,降低混凝土

的强度并破坏其完整性。随着时间的推移,这些劣

化现象将不断累积,最终导致混凝土力学性能下

降,如图1和2所示[10],在腐蚀初期膨胀性腐蚀产

物填充孔隙,强度和弹性模量增加,后期随着产物

的增加而逐渐下降,硫酸盐浓度越高的区域力学性

能劣化越严重。

SO2-4 +Ca(OH)2+2H2O→CaSO4·2H2O+2OH-

(1)

3(CaSO4·2H2O)+4CaO·Al2O3·12H2O+14H2O
→3CaO·Al2O3·3CaSO4·32H2O+Ca(OH)2

(2)

图1 硫酸盐腐蚀混凝土的弹性模量[10]

Fig.1 Elastic
 

modulus
 

of
 

concrete
 

under
 

sulfate
 

attack[10]

图2 硫酸盐腐蚀混凝土的抗压强度[10]

Fig.2 Compressive
 

strength
 

of
 

concrete
 

under
 

sulfate
 

attack[10]

3 腐蚀混凝土力学性能退化机器学习

预测方法

尽管机器学习在土木工程领域的应用始于三

十年前,但早期研究受限于数据规模与算力,主要

聚焦于简单问题的算法验证[16]。随着材料数据库

的完善与计算技术的突破,机器学习开始应用于复

杂腐蚀问题:(1)腐蚀后力学性能的定值预测(抗压
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强度[8]、钢筋-混凝土界面粘结强度[17]);(2)腐蚀过

程的 相 关 重 要 参 数(离 子 扩 散 浓 度[18]、腐 蚀 深

度[18]);(3)材料耐久性评估(耐蚀性等级[19])。然

而,现有机器学习算法通常基于从试验、模拟或实

际工程得到的小数据集建立模型,数据量限制了机

器学习的性能,也限制了其泛化性能,使得机器学

习预测模型只能随着输入和输出参数的变化而变

化,在其数据集上具有良好性能,但应用于其他数

据集时可能就会降低准确度。鉴于此,本节从机器

学习预测方法与数据集的局限性两方面进行综述。

3.1 机器学习预测方法研究现状

在混凝土性能预测领域,机器学习常用的监督

学习模型如图3所示[20],通过实验室实验、模拟和

工程现场收集到合适的数据建立初始数据集;通过

特征工程等方法对数据集进行处理得到输入参数

集;选择合适的算法建立机器学习模型;最后输出

混凝土性能结果。输入参数通常为水泥熟料组成、
混凝土配合比、腐蚀环境参数、采样时空等,输出参

数为混凝土相关性能及腐蚀参数。

图3 监督学习模型[21]

Fig.3 Schematic
 

diagram
 

of
 

supervised
 

learning
 

model[21]

典型腐蚀混凝土力学性能机器学习预测模型

如文献[19]所述,通过143组实验样本构建机器学习

框架,采用5折交叉验证优化超参数,如图4所示,
继而通过特征重要性分析识别关键变量(水灰比、

SO2-4 浓 度 梯 度 等),并 通 过 开 发 图 形 用 户 界 面

(graphic
 

user
 

interface,GUI)工具实现工程便捷应

用,如图5所示,界面详细展示了所需的输入和输出

参数。Sahoo等[21]基于162组加速腐蚀实验数据,
构建机器学习中常用的神经网络模型预测长期暴

露(6—24个月)下混凝土材料的抗压强度退化。

Diab等[8]则针对硫酸盐作用下不同浓度工况以优

化网络结构,实现膨胀率-强度损失的关联建模。
以上研究均为典型的监督学习模型,特定的输

入和输出参数,参数通常为宏观层面,选择合适的

监督学习模型建立输入与输出参数之间的映射关

系。此类方法普适性较差,若更换输入、输出参数

或数据集,则难以得到相同结果。因此,近年来,研
究人员从不同的角度尝试解决该问题。Xue等[22]

将复合材料领域的多尺度均匀化方法融入机器学

习方法,使用快速傅里叶变换方法进行一系列数值

模拟,考虑不同混凝土孔隙率和夹杂相体积分数,
再结合人工神经网络建立孔隙、夹杂和强度的映射
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关系,人工神经网络架构如图6所示,其建模流程如

图7所示,由输入、输出和中间层组成,算法结构依

旧属于监督学习领域。该方法将参数上升到细观

和微观层次,弱化了参数尺度对机器学习模型普适

性的影响。在硫酸盐腐蚀后,混凝土材料的孔隙率

与夹杂相均改变,但仍然可以结合多尺度均匀化方

法得到机器学习所需数据。
此外,当前应用多局限于单因素或双因素分

析,而实际服役环境常伴随多因素协同作用导致的

损伤叠加。如硫酸盐与Cl-的竞争吸附则会加速钢

筋活化进程[23]。更严峻的挑战在于环境腐蚀与载

荷的耦合效应,如Shakr等[24]发现干湿循环与持续

荷载共同作用时,钢筋-混凝土界面粘结强度损失率

较单一因素工况提升近40%;Yang等[25]在桥梁工

程中构建的复合腐蚀疲劳模型进一步揭示了循环

荷载对腐蚀离子渗透速率的放大作用。这种耦合

效应预测模型中的数据获取比单一腐蚀环境的难

度更高,传统实验方法在解析多因素耦合机制时存

在固有局限:其一,实验室常采用顺序加载模式(如
先施加载荷后引入腐蚀介质[26]),无法真实反映实

际服役中力学-化学损伤的同步作用;其二,试样制

备与测试流程的离散性导致跨尺度数据关联困难

(如微观裂纹扩展与宏观性能退化的映射关系[27])。
这些局限性使得混凝土空间异质性难以量化,制约

了传统多因素耦合预测模型的适用性[28]。机器学

习为解决多因素耦合问题提供了新范式,可通过融

合材料组分、环境参数与载荷历史等多源数据同步

考虑化学-力学耦合效应。机器学习的前沿算法之

一———深度学习方法(如卷积神经网络)则展现出

对多因素腐蚀裂纹的早期识别能力[29],其图像处理

优势可有效捕捉损伤演化的空间非均匀特征。

3.2 腐蚀混凝土数据集构建瓶颈

机器学习预测模型面临的重要困境除预测模

型本身外,数据质量和数量等数据集的问题也是力

学性能退化预测中的困境,本节详细叙述数据集构

建的种种挑战。混凝土材料体系复杂度高(涉及水

泥-掺合料-骨料多相组合),而可用实验数据规模有

限且高度离散[30];其次,尽管全球每日产生大量新

建材料力学性能数据,但缺乏腐蚀环境作用下的混

凝土力学性能劣化数据,且各公开发表的文献等材

图4 交叉验证[19]

Fig.4 Cross-validation[19]

图5 图形用户交互界面[19]

Fig.5 Graphical
 

user
 

interface
 

example[19]

图6 人工神经网络架构图[22]

Fig.6 Schematic
 

diagram
 

of
 

artificial
 

neural

network-based
 

model
 [22]

料涉及的数据缺乏统一的规制;并且,缺乏包含多

维度参数的标准化数据库,该数据库需包含从材料
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组成(水化产物晶体结构、骨料粒径分布)、制备工

艺(搅拌能量、养护条件)到环境暴露参数(SO2-4 浓

度、温湿度梯度)等数据,同时需整合微观结构、力
学响应(弹性模量衰减)等多尺度数据。

具体而言,当前混凝土数据面临尺度割裂与数

据异构性双重挑战是数据集构建挑战中的重点。
尽管通过实验与模拟方法已积累原子尺度(密度泛

函理论)、细观尺度(粗粒度分子动力学)及宏观尺

度(有限元分析)文献数据[31],但跨尺度关联机制的

解析仍是重大瓶颈。Zhai等[31]指出,多数研究局限

于单一尺度建模,仅有少数数据库尝试建立微观-宏
观关联(如图8所示)。并且,现场腐蚀研究多聚焦

于构件力学性能退化,鲜有整合材料化学组成、微
观结构演变与结构响应的系统性工作。

图7 人工神经网络流程图[22]

Fig.7 Flowchart
 

for
 

building
 

an
 

artificial
 

neural
 

network-based
 

model
 [22]

图8 混凝土多尺度数据[31]

Fig.8 Multi-scale
 

data
 

of
 

concrete[31]

 

此外,数据库的建设需要多年的积累,具体的

内容聚焦三方向:其一,制定跨尺度参数的表征规

范,明确微观参数与宏观参数的关联准则[32];其二,

开发基于物理信息约束的框架,以细观尺度为桥

梁[33],实现硫酸盐腐蚀作用下混凝土微观演化到宏

观响应的定量映射;其三,建立与各数据平台兼容
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的接口,支持实时腐蚀监测与寿命预测。Huang
等[34]的研究为此提供了范式参考,通过深度神经网

络整合微观形貌、细观损伤与宏观力学响应数据,
成功预测了复杂载荷下的材料本构关系演变。

在数据异构性方面,钢筋混凝土材料在自然劣

化和加速劣化条件下呈现不同的劣化状态,二者之

间的相关性构成了一个关键挑战[35]。当前研究多

数在实验室内进行测试,例如,Li等[36]通过恒电流

法研究了预应力钢筋混凝土结构中黏结的疲劳腐

蚀劣化性能。该方法加速了腐蚀行为。尽管实验

室加速实验是研究钢筋混凝土耐久性和力学最常

用的技术[37],但现场长期检查数据和实验室加速数

据之间存在差异,且各实验室采用不同的加速制

度、材料属性、腐蚀环境,这些差异都会导致集合起

来的数据集具有异构性。
针对小数据集困境,目前研究人员已提出一些

解决方案:(1)迁移学习技术。Ma等[38]通过融合

35%实测数据与有限元模拟图像特征,构建跨源数

据映射通道,使模型精度无限接近全训练数据集;

(2)主动学习策略。基于预期改进准则动态筛选高

价值实验样本,减少数据采集成本[39];(3)增强数据

集:Faber等[40]开发的核岭回归模型,通过密度泛函

理论计算生成虚拟数据集,有效缓解实验数据稀缺

问题。常见的数据集增强算法对比如表1所示。硫

酸盐腐蚀混凝土多尺度数据集包含力学性能及对

其有影响的关键参数,均为数值型数据,且具有一

定的趋势性。因此,其适用算法应为保留原数据趋

势的回归型方法。常用数据增强方法的核心思想、
适用场景以及特点如表1所示。k-近邻和整体趋势

扩散技术结合算法可以结合k-近邻的局部相似性

与整体趋势扩散算法的全局趋势,局部细节与整体

趋势兼得,且适用于回归型问题[41]。少数类过采样

算法适用于类别不平衡数据,即适用于分类型问

题。数据增强方法不适用于带有趋势性的数值型

数据。自编码器适用于较大数据量的数据增强,而
腐蚀数据量较小。生成对抗网络在处理小数据集

时易产生过拟合。k-近邻算法适用于数值类的回归

型数据[42],且能有效捕捉局部趋势。

表1 数据集增强算法对比

Table
 

1 Comparison
 

of
 

dataset
 

enhancement
 

algorithms

算法 核心思想 适用场景 特点

k-近邻 和 整 体 趋 势

扩散结合算法

结合k-近邻的局部相似性搜索与整体趋势扩通过局部

邻域+全局趋势提升小数据泛化能力

保留局部细节,用全局趋势缓解

过拟合

保留趋势+回归型

合成少数类过采样

算法

通过插值生成少数类样本,平衡类别分布,基于k-近邻

选择近邻进行线性插值

类别不平衡数据 分类型

数据增强方法 通过几何变换、噪声添加等人工规则生成新样本 图像、文本等结构化数据 不适用于数值型

自编码器 通过神经网络学习数据的低维表示,重构数据以增强特

征,可捕捉非线性关系

数据降维/增强,异常检测 适用于较大数据量

生成对抗网络 生成器与判别器博弈,生成逼真数据,通过对抗训练提

升数据多样性

复杂数据增强(如图像、视频),

数据分布模拟

小数据易过拟合

局部离群因子法 基于局部密度识别异常点,通过密度估计增强数据分

布,与k-近邻类似,但聚焦异常点

异常检测,数据清洗 无法生成新样本

综上,针对以上混凝土腐蚀数据集方面的挑

战,未来改进方向可归纳为以下五个维度:(1)多源

异构数据整合机制。构建融合文献数据、检测机构

档案与现场监测数据的多模态数据库,通过特征工

程提取材料配比、荷载历程与损伤演化的关联规

则。采用迁移学习等技术实现跨机构数据价值迁

移,解决样本分布偏差问题。在数据中融入混凝土

多尺度信息[43-46],以增加模型的普适性。(2)领域

专用数据库架构。针对加固混凝土、超高性能混凝

土等细分材料,建立包含微观结构CT扫描[47]、纳
米压痕测试[48-50]等专业数据的知识图谱。(3)智能

数据存储范式。采用数据库管理模型、裂缝图像等

非结构化数据,结合图数据库存储材料-性能关联网

络。开发自适应工具实现试验报告文档、传感器时

序数据与有限元模型的自动关联映射。(4)研究可

复现性保障体系[51]。建立机器学习模型元数据标

79贾晗曦
 

等:硫酸盐腐蚀下混凝土力学性能劣化的机器学习预测方法综述



准,记录超参数优化路径与训练数据分布特征,增
加可解释性[52,53]。(5)构建增强数据集。构建包含

异常工况、负样本的对抗训练数据集,采用主动学

习筛选信息量最大的失败案例[54]。开发基于物理

约束的生成对抗网络等数据增强模型[55,56],生成符

合混凝土材料劣化机理的合成数据以扩充样本

空间[57]。

3.3 机器学习预测模型发展趋势

对于已有混凝土结构,及时检测腐蚀混凝土力

学性能劣化情况需要兼具实验室精度与现场鲁棒

性的方法,现有模型存在决策不透明和多模态传感

器数据融合不足的问题,Jin等[58]提出混凝土裂缝

推理方法,传感器专用卷积神经网络从地质雷达等

检测中提取特征,再使用记忆引导的生成预训练变

换 模 型 (Generative
 

Pre-trained
 

Transformer-4,

GPT-4)在基线模式、反馈模式和自适应优化模式下

运行,可实现自我修正,为可解释机器学习辅助混

凝土力学性能健康监测提供了实用途径。类似于

GPT-4模型,也可利用大型语言模型驱动专用智能

体算法,根据自然语言描述、二维或三维图像和几

何等输入生成表面网络,配置并运行边界求解器,
通过由GPT-4等大语言模型引导的交互式对话协

同工作[59]。此类方法也可拓展到腐蚀混凝土建模

并计算其力学性能。
现有机器学习预测模型多为监督学习方法,可

解释性较差,无法得到输入参数与力学性能之间的

定量表达式。符号回归算法可在无限的搜索空间

中寻找简约且可推广的数学公式,同时还可以拟合

训练数据,但在混凝土力学性能预测中应用较少,
且尚无普适性公式。Ruan等[60]突破符号回归瓶

颈,从有限数据中提取了通用表达式,提高了符号

回归算法的可拓展性。该算法未来可用于腐蚀混

凝土力学性能预测中,结合高质量的有限数据集得

到更为高精度和普适性兼容的算法模型。
已有机器学习预测模型中,Xue等[22]将多尺度

均匀化方法融入机器学习算法中,但未考虑腐蚀作

用下的空间异质性,硫酸盐腐蚀作用下,微观结构

随腐蚀的不同阶段持续变化。若能复现腐蚀后微

观结构,可为多尺度均匀化与机器学习融合方法增

加可信度和准确性。直接从扫描电镜、CT等数据

转换模型存在成像耗时、界面识别难、仅能提供单

一模型的局限。现有重建算法分为基于描述符和

相关函数两类,前者依赖迭代优化导致计算量大,
后者难以处理任意形状异质性,腐蚀产物也在不断

的变化,增加了该方法的难度。Yang等[61]提出的

集成重建算法,基于显示表示任意形状异质性形

貌,通过两种填充算法重构微观结构,结合优化算

法浮现了目标统计描述符。该算法适用于微观力

学分析,可生成机器学习所需的多尺度数据集。
综上,未来可引入大语言模型对已有混凝土结

构进行检测,计算腐蚀混凝土力学性能;可引入先

进的符号回归算法得到关键腐蚀参数与力学性能

之间的定量关系式,以减少机器学习对数据量的依

赖,降低模型冗余度;可基于微观结构重建算法对

腐蚀混凝土的微观结构重构,再结合多尺度均匀化

计算方法,生成机器学习所需的多尺度融合数据集。

4 结论与展望

硫酸盐腐蚀混凝土力学性能劣化机器学习预

测模型在过去几十年已取得了显著进展,通过调控

输入参数,实现了特定混凝土力学性能的预测。目

前仍面临的挑战包括:(1)机器学习模型需要大量

的高质量数据进行训练,而实际工程或试验得到的

数据量较低,质量也参差不齐;(2)现有机器学习模

型的可解释性较差,无法得到混凝土腐蚀后力学性

能与其他参数的显示表达式;(3)随着腐蚀环境、材
料属性和采样时空的变化,现有机器学习模型需要

重新训练以保持有效性,尚无普适性模型。
未来可从数据集、算法模型两方面改进。针对

数据集,可将多源异构数据融合,基于合适的数据

集增强算法对其进行处理,生成符合混凝土材料劣

化机理的增强数据以扩充样本空间,达到机器学习

所需的有限高质量数据的目标;针对算法模型,可
引入大语言、符号回归等算法模型,使得算法可实

现混凝土全生命周期的力学性能计算。
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Methods
 

for
Mechanical

 

Degradation
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Concrete
 

under
 

Sulfate
 

Attack
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Technology,Harbin
 

150080,China)

Abstract:The
 

deterioration
 

of
 

the
 

mechanical
 

properties
 

of
 

concrete
 

under
 

sulfate
 

attack
 

is
 

a
 

multi-stage
 

and
 

dynamic
 

evolution
 

process,in
 

which
 

different
 

physicochemical
 

reactions
 

dominate
 

the
 

progressive
 

deg-
radation

 

at
 

different
 

stages.Accurate
 

prediction
 

of
 

mechanical
 

degradation
 

is
 

thus
 

essential
 

for
 

durability
 

assessment.Traditional
 

regression-based
 

prediction
 

methods
 

are
 

susceptible
 

to
 

overfitting
 

when
 

dealing
 

with
 

high-dimensional
 

and
 

heterogeneous
 

datasets,resulting
 

in
 

reduced
 

generalization
 

capability.Numerical
 

simulation
 

methods,on
 

the
 

other
 

hand,rely
 

on
 

complex
 

assumptions
 

and
 

a
 

large
 

number
 

of
 

mechanical
 

pa-
rameters,which

 

leads
 

to
 

high
 

computational
 

cost
 

and
 

significant
 

uncertainty.In
 

engineering
 

practice,the
 

lack
 

of
 

long-term
 

monitoring
 

data
 

and
 

the
 

kinetic
 

discrepancies
 

between
 

accelerated
 

tests
 

and
 

real
 

environ-
ments

 

further
 

exacerbate
 

prediction
 

uncertainty.Machine
 

learning
 

enables
 

nonlinear
 

modeling
 

and
 

multiva-
riate

 

coupling
 

analysis,effectively
 

integrating
 

micro-and
 

macro-level
 

parameters
 

such
 

as
 

material
 

composi-
tion

 

and
 

environmental
 

conditions,thereby
 

improving
 

the
 

accuracy
 

and
 

robustness
 

of
 

mechanical
 

property
 

prediction
 

for
 

sulfate-corroded
 

concrete.This
 

paper
 

first
 

reviews
 

the
 

corrosion
 

mechanisms
 

of
 

concrete
 

un-
der

 

sulfate
 

attack,summarizes
 

the
 

research
 

progress
 

of
 

machine-learning-based
 

prediction
 

methods
 

for
 

me-
chanical

 

degradation,and
 

identifies
 

the
 

major
 

bottlenecks
 

of
 

existing
 

datasets.Finally,future
 

research
 

direc-
tions

 

for
 

machine-learning
 

prediction
 

models
 

are
 

discussed.
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properties;machine
 

learning
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